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В данной работе приводятся нижние оценки скорости сходимости для класса численных методов
выпуклой оптимизации первого порядка и выше, т. е. использующих градиент и старшие производные.
Обсуждаются вопросы достижимости данных оценок. Приведенные в статье оценки замыкают известные
на данный момент результаты в этой области. Отметим, что замыкание осуществляется без должного
обоснования, поэтому в той общности, в которой данные оценки приведены в статье, их стоит понимать
как гипотезу. Опишем более точно основной результат работы. Пожалуй, наиболее известным методом
второго порядка является метод Ньютона, использующий информацию о градиенте и матрице Гессе оп-
тимизируемой функции. Однако даже для сильно выпуклых функций метод Ньютона сходится лишь ло-
кально. Глобальная сходимость метода Ньютона обеспечивается с помощью кубической регуляризации
оптимизируемой на каждом шаге квадратичной модели функции [Nesterov, Polyak, 2006]. Сложность ре-
шения такой вспомогательной задачи сопоставима со сложностью итерации обычного метода Ньютона,
т. е. эквивалентна по порядку сложности обращения матрицы Гессе оптимизируемой функции. В 2008 го-
ду Ю.Е.Нестеровым был предложен ускоренный вариант метода Ньютона с кубической регуляризаци-
ей [Nesterov, 2008]. В 2013 г. Monteiro – Svaiter сумели улучшить оценку глобальной сходимости ускорен-
ного метода с кубической регуляризацией [Monteiro, Svaiter, 2013]. В 2017 году Arjevani – Shamir – Shiff
показали, что оценка Monteiro – Svaiter оптимальна (не может быть улучшена более чем на логарифми-
ческий множитель на классе методов 2-го порядка) [Arjevani et al., 2017]. Также удалось получить вид
нижних оценок для методов порядка p ≥ 2 для задач выпуклой оптимизации. Отметим, что при этом
для сильно выпуклых функций нижние оценки были получены только для методов первого и второго
порядка. В 2018 году Ю.Е. Нестеров для выпуклых задач оптимизации предложил методы 3-го порядка,
которые имеют сложность итерации сопоставимую со сложностью итерации метода Ньютона и сходятся
почти по установленным нижним оценкам [Nesterov, 2018]. Таким образом, было показано, что методы
высокого порядка вполне могут быть практичными. В данной работе приводятся нижние оценки для ме-
тодов высокого порядка p ≥ 3 для сильно выпуклых задач безусловной оптимизации. Работа также может
рассматриваться как небольшой обзор современного состояния развития численных методов выпуклой
оптимизации высокого порядка.

Ключевые слова: метод Ньютона, матрица Гессе, нижние оценки, чебышёвские методы, сверхлиней-
ная сходимость
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In this paper we discuss lower bounds for convergence of convex optimization methods of high order and
attainability of this bounds. We formulate a hypothesis that covers all the cases. It is noticeable that we provide
this statement without a proof. Newton method is the most famous method that uses gradient and Hessian
of optimized function. However, it converges locally even for strongly convex functions. Global convergence
can be achieved with cubic regularization of Newton method [Nesterov, Polyak, 2006], whose iteration cost is
comparable with iteration cost of Newton method and is equivalent to inversion of Hessian of optimized function.
Yu.Nesterov proposed accelerated variant of Newton method with cubic regularization in 2008 [Nesterov,
2008]. R.Monteiro and B. Svaiter managed to improve global convergence of cubic regularized method
in 2013 [Monteiro, Svaiter, 2013]. Y.Arjevani, O. Shamir and R. Shiff showed that convergence bound of
Monteiro and Svaiter is optimal (cannot be improved by more than logarithmic factor with any second order
method) in 2017 [Arjevani et al., 2017]. They also managed to find bounds for convex optimization methods
of p-th order for p ≥ 2. However, they got bounds only for first and second order methods for strongly convex
functions. In 2018 Yu.Nesterov proposed third order convex optimization methods with rate of convergence that
is close to this lower bounds and with similar to Newton method cost of iteration [Nesterov, 2018]. Consequently,
it was showed that high order methods can be practical. In this paper we formulate lower bounds for p-th order
methods for p ≥ 3 for strongly convex unconstrained optimization problems. This paper can be viewed as a little
survey of state of the art of high order optimization methods.

Keywords: Newton method, Hesse matrix, lower bounds, Chebyshev’s type methods, superliner rate of
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Введение

В работе рассматривается задача выпуклой безусловной оптимизации

f (x)→ min
x∈Rn

.

Предполагается, что
∥∥∥∇r f (y) − ∇r f (x)

∥∥∥
2 ≤ Mr ‖y − x‖2, x, y ∈ Rn, Mr ≤ ∞, r = 0, 1, 2, . . . ,

и f (x) является μ-сильно выпуклой в 2-норме функцией (μ ≥ 0), т. е. для любых x, y ∈ Rn

f (y) ≥ f (x) + 〈∇ f (x) , y − x〉 + μ
2
‖y − x‖22 .

Заметим, что ∇r f (y) — тензор ранга r. В частности,

∇2 f (x) =
{
∂∇ f (x)

/
∂x j

}n
j=1
=

∥∥∥∥∂2 f (x)
/
∂xi∂x j

∥∥∥∥n

i, j=1

— матрица Гессе дважды гладкой функции f (x). Аналогично можно определить

∇r+1 f (x) =
{
∂∇r f (x)

/
∂x j

}n
j=1
.

Поясним, что понимается под 2-нормой от тензора. Ограничимся случаем r = 2, тогда

∇2 f (x) =
∥∥∥∥∂2 f (x)

/
∂xi∂x j

∥∥∥∥n

i, j=1
,∥∥∥∇2 f (y) − ∇2 f (x)

∥∥∥
2 = sup

‖x1‖2≤1
sup
‖x2‖2≤1

〈(
∇2 f (y) − ∇2 f (x)

)
[x1] , x2

〉
=

= sup
‖x1‖2≤1

sup
‖x2‖2≤1

〈(
∇2 f (y) − ∇2 f (x)

)
x1, x2

〉
=

= max
{
λmax

(
∇2 f (y) − ∇2 f (x)

)
,
∣∣∣∣λmin

(
∇2 f (y) − ∇2 f (x)

)∣∣∣∣
}
.

В общем случае см. [Baes, 2009]. Отметим также, что при r = 0 ∇0 f (x) = f (x), а ‖·‖2 = |·|.

Формулировка гипотезы

Для класса методов, у которых на каждой итерации разрешается не более чем O (1) раз
обращаться к оракулу (подпрограмме) за ∇r f (x), r ≤ 1, оценка числа итераций, необходимых
для достижения точности решения задачи ε (по функции), будет иметь вид

O

⎛⎜⎜⎜⎜⎜⎝min

⎧⎪⎪⎨⎪⎪⎩n ln

(
Δ f
ε

)
,

M2
0R2

ε2
,

(
M1R2

ε

)1/2

,
M2

0

με
,

(
M1

μ

)1/2

ln

(
μR2

ε

)⎫⎪⎪⎬⎪⎪⎭
⎞⎟⎟⎟⎟⎟⎠ ,

где R =
∥∥∥x0 − x∗

∥∥∥
2 — расстояние от точки старта до решения. Данная оценка в общем случае не

может быть улучшена, даже если дополнительно известно, что, M2 < ∞, M3 < ∞, . . . [Немиров-
ский, Юдин, 1979]. При этом данная оценка достигается [Немировский, Юдин, 1979; Нестеров,
2010; Bubeck, 2015].

В действительности под M0 можно понимать меньшую константу, которая только в худ-
шем случае совпадает с введенной здесь [Nesterov, 2005]. Аналогичное замечание имеет место
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и по методам 2-го порядка [Nesterov, Polyak, 2006] (и, вероятно, более высокого порядка). «Пра-
вильный» метод p-го порядка (p ≥ 1) на первых итерациях «осуществляет» желаемую редукцию
(уменьшение) констант гладкости {Mr}p−1

r=0 за счет попадания в нужную область сходимости ме-
тода (причем часто достаточно одной первой итерации [Nesterov, 2005; Nesterov, Polyak, 2006]).

Заметим, что если вместо r = 1 имеет место r = 0, то в приведенной оценке все аргументы
минимума следует домножить на размерность пространства n [Баяндина и др., 2018; Воронцо-
ва и др., 2018; Гасников, 2016; Немировский, Юдин, 1979; Протасов, 1996; Dvurechensky et al.,
2017; Nesterov, Spokoiny, 2017]. Отметим также, что у известных сейчас методов, отвечающих
(с точностью до логарифмического множителя) первому аргументу минимума, достаточно до-
рогой является составляющая итерации, не связанная с вычислением градиента: � n2 (см. так-
же [Немировский, Юдин, 1979; Bubeck, 2015; Lee et al., 2015]).

Для класса методов, у которых на каждой итерации разрешается не более чем O (1) раз об-
ращаться к оракулу (подпрограмме) за значениями ∇r f (x), r ≤ p, p ≥ 2, оценка числа итераций,
необходимых для достижения точности ε (по функции), будет иметь вид

O

⎛⎜⎜⎜⎜⎜⎜⎝min

⎧⎪⎪⎨⎪⎪⎩n ln

(
Δ f
ε

)
,

M2
0R2

ε2
,

(
M1R2

ε

)1/2

,

(
M2R3

ε

)2/7

, . . . ,

⎛⎜⎜⎜⎜⎝MpRp+1

ε

⎞⎟⎟⎟⎟⎠
2/(3p+1)

,

min

⎧⎪⎪⎨⎪⎪⎩
(
M1

μ

)1/2

,

(
M2R
μ

)2/7

, . . . ,

⎛⎜⎜⎜⎜⎝ MpRp−1

μ

⎞⎟⎟⎟⎟⎠
2/(3p+1)⎫⎪⎪⎬⎪⎪⎭ + min

r=2,...,p
log log

⎛⎜⎜⎜⎜⎜⎜⎜⎜⎝
(
μr+1

/
M2

r

)1/(r−1)

ε

⎞⎟⎟⎟⎟⎟⎟⎟⎟⎠
⎫⎪⎪⎪⎬⎪⎪⎪⎭
⎞⎟⎟⎟⎟⎟⎟⎟⎟⎠ .

Гипотеза 1. Данная оценка в общем случае не может быть улучшена, даже если допол-
нительно известно, что Mp+1 < ∞,Mp+2 < ∞, . . ..

В случае μ = 0 или при r ≤ 2 данная гипотеза верна (см. [Немировский, Юдин, 1979;
Arjevani et al., 2017]). При этом недавно было также установлено [Monteiro, Svaiter, 2013;
Arjevani et al., 2017], что выписанная оценка при p = 2 достигается в выпуклом случае и с точ-
ностью до множителя log

(
M1M2

2R2
/
μ3

)
в сильно выпуклом случае.

Несильно выпуклая часть оценки (кроме первых двух аргументов минимума) получается
из сильно выпуклой с помощью регуляризации μ  ε

/
R2 [Васильев, 2011, гл. 9].

В [Arjevani et al., 2017; Nesterov, 2018] были получены нижние оценки для методов по-
рядка p для выпуклых функций на число итераций, необходимых для достижения точности ε по
функции:

Ω

⎛⎜⎜⎜⎜⎜⎜⎝
⎛⎜⎜⎜⎜⎝MpRp+1

ε

⎞⎟⎟⎟⎟⎠
2/(3p+1)⎞⎟⎟⎟⎟⎟⎟⎠ .

Покажем, как из этого факта получить оценки снизу для сильно выпуклых функций. Предполо-
жим, что есть метод порядка p для сильно выпуклых функций, который для достижения точно-
сти ε по функции требует меньше итераций, чем

O

⎛⎜⎜⎜⎜⎜⎜⎜⎜⎝
⎛⎜⎜⎜⎜⎝MpRp−1

μ

⎞⎟⎟⎟⎟⎠
2/(3p+1)

+ log max

⎧⎪⎪⎪⎨⎪⎪⎪⎩1, log

⎛⎜⎜⎜⎜⎜⎜⎜⎜⎝
(
μp+1/M2

p

)1/(p−1)

ε

⎞⎟⎟⎟⎟⎟⎟⎟⎟⎠
⎫⎪⎪⎪⎬⎪⎪⎪⎭
⎞⎟⎟⎟⎟⎟⎟⎟⎟⎠ .

Покажем противоречие с нижними оценками для не сильно выпуклого случая. Рассмотрим но-

вую сильно выпуклую задачу с коэффициентом сильной выпуклости μ =
ε

R2
:

g(x) = f (x) +
ε

2R2

∥∥∥x0 − x
∥∥∥2

2 → min
x∈Rn

.

КОМПЬЮТЕРНЫЕ ИССЛЕДОВАНИЯ И МОДЕЛИРОВАНИЕ
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По ε/2 решению этой задачи можно восстановить решение исходной задачи. Действительно,
если g(x) − g∗ ≤ ε/2, то

f (x) − f∗ ≤ g(x) − f∗ ≤ g∗ + ε/2 − f∗ ≤ g(x∗) + ε/2 − f∗ = ε/2 +
ε

2R2

∥∥∥x0 − x∗
∥∥∥2

2 = ε.

Применим данный метод для новой задачи. По предположению, для получения точности по
функции ε/2 понадобится меньше итераций, чем

O

⎛⎜⎜⎜⎜⎜⎜⎝
⎛⎜⎜⎜⎜⎝MpRp+1

ε

⎞⎟⎟⎟⎟⎠
2/(3p+1)

+ log max

⎧⎪⎪⎨⎪⎪⎩1, log

⎛⎜⎜⎜⎜⎜⎝2
(

ε

MpRp+1

)2/(p−1)⎞⎟⎟⎟⎟⎟⎠
⎫⎪⎪⎬⎪⎪⎭
⎞⎟⎟⎟⎟⎟⎟⎠ .

Пренебрегая вторым членом оценки, можно получить точность ε по функции для исходной за-
дачи за меньшее число итераций, чем

O

⎛⎜⎜⎜⎜⎜⎜⎝
⎛⎜⎜⎜⎜⎝MpRp+1

ε

⎞⎟⎟⎟⎟⎠
2/(3p+1)⎞⎟⎟⎟⎟⎟⎟⎠ .

Таким образом, получено противоречие с нижними оценками для не сильно выпуклого случая.
Поясним, как можно получить оценку сверху на число итераций в сильно выпуклом слу-

чае, предполагая, что верна оценка сверху в несильно выпуклом случае. Для этого рассмотрим
метод Ньютона:

xk+1 = arg min
x∈Rn

{
f
(
xk

)
+

〈
∇ f

(
xk

)
, x − xk

〉
+

1
2

〈
∇2 f

(
xk

) (
x − xk

)
, x − xk

〉}
=

= xk −
[
∇2 f

(
xk

)]−1 ∇ f
(
xk

)
.

Считая, что M2 < ∞, μ > 0, получим∥∥∥∥∇ f
(
xk+1

)∥∥∥∥
2
=

∥∥∥∥∇ f
(
xk+1

)
− ∇ f

(
xk

)
− ∇2 f

(
xk

) (
xk+1 − xk

)∥∥∥∥
2
≤ M2

∥∥∥xk+1 − xk
∥∥∥2

2 =

= M2

∥∥∥∥∥
[
∇2 f

(
xk

)]−1 ∇ f
(
xk

)∥∥∥∥∥
2

2
≤ M2

μ2

∥∥∥∥∇ f
(
xk

)∥∥∥∥2

2
.

Заметим, что если последовательность положительных чисел
{
ck

}
k=0,1,2,...

удовлетворяет условию

ck+1 ≤ const ·
(
ck

)γ
, γ > 1,

и c0 достаточно мало, то после N = O
(
log log

(
c0

/
ε
))
итераций cN ≤ ε. Для метода Ньютона

ck =
∥∥∥∥∇ f

(
xk

)∥∥∥∥
2
, γ = 2; для класса чебышёвских методов высокого порядка ck =

∥∥∥xk − x∗
∥∥∥

2,
γ = 3, 4, 5, . . . [Евтушенко, 2013, п. 2.9], [Карманов, 1986, п. 9.5.10]; для методов Ньютона с ку-
бической регуляризацией ck = f

(
xk

)
− f (x∗), γ = 4/3, причем в последнем случае сильную вы-

пуклость можно заменить градиентным доминированием [Nesterov, Polyak, 2006].
С помощью неравенства (сильной выпуклости)

f (x) − f (x∗) ≤ 1
2μ
‖∇ f (x)‖22

для метода Ньютона можно оценить окрестность квадратичной скорости сходимости метода:

M2

μ2

∥∥∥∥∇ f
(
xk

)∥∥∥∥
2
< 1 ⇒ f

(
xk

)
− f (x∗) ≤ 1

2μ

∥∥∥∥∇ f
(
xk

)∥∥∥∥2

2
<

μ3

2M2
2

.

Оказавшись в этой окрестности, можно достичь желаемой точности за log log
((
μ3

/
M2

2

)/
ε
)
ите-

раций.
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Чтобы оказаться в этой окрестности, можно использовать технику рестартов (см. [Arjevani
et al., 2017; Nesterov, 2008]), примененную к методам, обеспечивающим несильно выпуклую
составляющую рассматриваемой оценки. Для данных методов имеем оценку числа итераций

k ≤ const ·
⎛⎜⎜⎜⎜⎜⎜⎝Mr

∥∥∥x0 − x∗
∥∥∥r+1

f (xk) − f (x∗)

⎞⎟⎟⎟⎟⎟⎟⎠
2/(3r+1)

, r = 1 . . . p,

откуда с учетом неравенства (сильной выпуклости)

μ
∥∥∥x0 − x∗

∥∥∥2

2
≤ f (x0) − f (x∗)

следует

f (xk) − f (x∗) ≤
cMr

∥∥∥x0 − x∗
∥∥∥r+1

k(3r+1)/2
≤ 2cMr

∥∥∥x0 − x∗
∥∥∥r−1

μk(3r+1)/2

(
f (x0) − f (x∗)

)
, r = 1 . . . p.

Произведя N = min
r=1...p

⎛⎜⎜⎜⎜⎜⎜⎝4cMr

∥∥∥x0 − x∗
∥∥∥r−1

μ

⎞⎟⎟⎟⎟⎟⎟⎠
2

3r+1

итераций метода, получим уменьшение невязки по

функции

f (xN) − f (x∗) ≤ f (xN) − f (x∗)
2

,

после чего с учетом
∥∥∥xN − x∗

∥∥∥ ≤ ∥∥∥x0 − x∗
∥∥∥ можно рестартовать метод и получить следующую

оценку невязки по функции:

f (xn) − f (x∗) ≤ const · f (x0) − f (x∗)
2n/N

,

откуда получаем оценку числа итераций, необходимых для достижения точности ε по функции:

O

(
N log2

(
f (x0) − f (x∗)

ε

))
.

Подставляя точность ε =
μ3

2M2
2

, необходимую для попадания в окрестность квадратичной сходи-

мости метода Ньютона, а также с учетом неравенства (липшицевости градиента)

f (x0) − f (x∗) ≤
M1

∥∥∥x0 − x∗
∥∥∥2

2

получим окончательную оценку числа итераций, необходимых для попадания в окрестность
квадратичной сходимости:

O

⎛⎜⎜⎜⎜⎜⎜⎝ min
r=1...p

(
MrRr−1

μ

) 2
3r+1

log2

⎛⎜⎜⎜⎜⎝M1M2
2R2

μ3

⎞⎟⎟⎟⎟⎠
⎞⎟⎟⎟⎟⎟⎟⎠ .

Таким образом, получается вторая (сильно выпуклая) часть рассматриваемой оценки (с точно-
стью до логарифмического множителя).
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Стоит, однако, отметить, что если вместо сильной выпуклости и достаточной гладкости
предполагать самосогласованность оптимизируемой функции, то, используя специальную ло-

кальную норму Дикина [Дикин, 2010] ‖u‖x =
〈
u,∇2 f (x) u

〉1/2
, в классе методов 2-го порядка

можно улучшить рассматриваемую оценку [Нестеров, 2010; Nemirovski, 2015]:

O
(
f
(
x0

)
− f (x∗) + log log (1/ε)

)
.

Выше использовалось понятие самосогласованной функции. Поясним его.
Введем g (t) = f (w + tv). Самосогласованность f (x) означает, что для любых w и v спра-

ведливо неравенство |g′′′ (t)| ≤ 2 (g′′ (t))3/2 для всех t, причем множитель 2 здесь выбран для опре-
деленности. Отметим, что в описанном подходе константны имеют «физическую» размерность,
поэтому в отличие от остальных формул не стоит пытаться проверять корректность формул
в случае самосогласованной функции из соображений размерности [Зорич, 2017, гл. 1]. Если
дополнительно предполагать, что оптимизируемая функция является ν-самосогласованным ба-
рьером (в интересных случаях удается конструктивно показать, что ν ≤ n), то в классе методов
2-го порядка также можно достичь следующей оценки числа итераций (Нестеров –Немировский,
1988): O

(√
ν ln (ν/ε)

)
[Нестеров, 2010; Nemirovski, 2015].

Обсуждение

Так же как и для методов 1-го порядка, для методов 2-го порядка и выше можно рас-
сматривать их универсальные варианты [Grapiglia, Nesterov, 2017], можно рассматривать работу
методов в условиях наличия шума и неточностей, возникающих при решении вспомогательных
задач на каждой итерации [Baes, 2009; Ghadimi et al., 2017], также можно переносить и завя-
занные на наличие шумов конструкции, например конструкцию mini-batching’а [Ghadimi et al.,
2017].

Однако при использовании методов 2-го порядка и выше появляется много новых вопросов
относительно сильного проигрыша методам первого порядка (градиентного типа) по стоимости
итерации и требуемой памяти. Так, для честного осуществления шага метода Ньютона необхо-
димо обратить матрицу Гессе оптимизируемой функции в текущей точке. Эта задача по сложно-
сти эквивалентна задаче умножения двух матриц такого же по порядку размера [Кормен и др.,
2002, гл. 31], что типично в n раз дороже, чем осуществление шага метода типа градиентного
спуска (умножение матрицы на вектор).

Замечание. На самом деле это не так. Умножение двух матриц n × n современными алго-
ритмами может быть осуществлено за время O

(
n2.37

)
; см. [Разборов, 2016] и цитированную там

литературу. Однако такого рода результаты проявляются только при очень больших значениях n.
В последнее время было предложено несколько подходов, имеющих своей целью хотя

бы частичное устранение такого большого зазора в стоимости итерации между методами 1-го
и 2-го порядка. Одна из идей активно используется в машинном обучении, когда функционал
имеет вид суммы (среднего арифметического) большого числа однотипных слагаемых. Идея за-
ключается в том, чтобы формировать матрицу Гессе оптимизируемой функции исходя из матриц
Гессе относительно небольшого числа случайно выбранных слагаемых [Ghadimi et al., 2017].
Другая идея заключается в отказе от обращения матрицы Гессе на итерации, вместо этого пред-
лагается использовать информацию о собственном векторе, отвечающем наименьшему собствен-
ному значению [Agarwal et al., 2017; Carmon et al., 2017]. Для приближенного вычисления тако-
го вектора вполне достаточно уметь умножать матрицу Гессе на произвольный вектор:

∇2 f (x) v ≈ ∇ f (x + τv) − ∇ f (x)
τ

,
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что может быть сделано c помощью автоматического дифференцирования за то же по порядку
время, что и вычисление градиента [Baydin et al., 2015; Nocedal, Wright, 2006]. Эта идея сей-
час активно развивается в связи с поиском наиболее эффективных методов обучения глубоких
нейронных сетей [Гудфеллоу и др., 2017].

Перспективной также представляется довольно старая идея спуска в область квадратичной
сходимости с помощью методов типа градиентного спуска (с дешевыми итерациями) и последу-
ющая квадратичная сходимость с использованием, например, метода Ньютона. Проблема в таком
подходе — детектирование момента попадания в нужную окрестность. В качестве возможного
решения проблемы можно, например, действовать таким образом: через каждые ∼√n итераций

метода типа градиентного спуска проверять условие
∥∥∥∥∇ f

(
xk

)∥∥∥∥
2
� 1; если оно выполняется,

то делать «пристрелочный» шаг метода Ньютона. Если в результате такого шага выполняется

еще и условие
∥∥∥∥∇ f

(
xk+1

)∥∥∥∥
2
�

∥∥∥∥∇ f
(
xk

)∥∥∥∥3/2

2
, то нужно продолжать делать шаги метода Ньютона,

каждый раз проверяя это условие. Если хотя бы одно из этих условий не выполняется, то следует
вернуться к методу типа градиентного спуска. Можно показать, что при естественных условиях
такой способ приводит к наилучшей по порядку оценке общего времени работы метода.
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